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Durch den Einsatz von neuronalen Netzen er6ffnen sich prinzipiell viele neuartige
Mdoglichkeiten, um leistungsféhige, adaptive Regelungskonzepte zu realisieren [1]. Der
vergleichsweise hohe Rechenaufwand sowie der Mangel an schnell konvergierenden on-
line-fahigen Lernverfahren waren bisher wesentliche Griinde fur die mangelnde Akzeptanz in
der industriellen Praxis. Im vorliegenden Beitrag wird ein adaptives Regelungskonzept
basierend auf einem Kalman-Filter Lernalgorithmus vorgestellt, das sich im Gegensatz zu
anderen Lernverfahren, wie z.B. dem Backpropagation- oder dem Levenberg-Marquardt-
Algorithmus, auch flr stochastisch gestdorte Prozesse mit a priori unbekanntem
Systemverhalten anwenden la3t. Am Beispiel eines nichtlinearen Prozesses wird gezeigt,
dalR der adaptive neuronale PID-Algorithmus trotz starker stochastischer Stérungen in der
Lage ist, sich nicht nur an transiente Sollverlaufe, sondern auch an beliebige stationare

Arbeitspunkte des Prozesses ausgezeichnet anzupassen.

1 Einleitung

Klassische PID-Regelalgorithmen finden in der industriellen Praxis seit vielen Jahren eine
weite Verbreitung. Ein wesentlicher Grund hierfur ist die einfache Realisierbarkeit des
Reglers und die Interpretierbarkeit der Regelparameter, in Form von Proportional-, Integral-
und Differentialanteil (k, ki und kg). Abbildung 1.1 zeigt einen zeitdiskreten PID-Regel-

algorithmus in einer fir die Parameteradaption sinnvollen Darstellungsform:
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Abbildung 1.1: PID-Regelalgorithmus



Bedingt durch die starre Einstellung der Regelparameter eines solchen PID-Reglers gelten

flr einen Einsatz in der Praxis folgende Einschrankungen:

» Der Regler kann sich nicht an ein zeitlich veranderliches Verhalten des zu regelnden

Systems anpassen.

* Nichtlineare Systeme, die eine arbeitspunktabhéngige Einstellung des Reglers erfordern,

kénnen nur unbefriedigend geregelt werden.

Zur Adaption von PID-Regelalgorithmen an das veranderliche Verhalten der Regelstrecke
wurden in der Vergangenheit zahlreiche Konzepte basierend auf analytischen Modellen
vorgeschlagen [2,3]. Mit zunehmender Rechenleistung wurden mehr und mehr auf
neuronalen Netzen basierende Konzepte entwickelt, die sich in hybride und kooperative
Ansatze unterscheiden lassen [4,5]. Das hier vorgestellte Konzept basiert auf einem

kooperativen Ansatz, und zeichnet sich durch folgende Merkmale aus:
e Strukturerhalt: Der PID-Regelalgorithmus soll in seiner Struktur erhalten bleiben.

» Echtzeitfahigkeit: Der Adaptionsalgorithmus muf3 in der Lage sein, den Regler in Echtzeit

fur ein unbekanntes oder zeitlich veréanderliches Systemverhalten zu optimieren.

* Nichtlinearitat: Bei nichtlinearem Prozelverhalten soll der Adaptionsalgorithmus in der

Lage sein, den Regler mdglichst schnell fir veranderte Arbeitspunkte zu optimieren.

e Erinnerungsvermdgen: Die optimierten Regelparameter sollen in Abhéangigkeit der

ProzefRRarbeitspunkte in einem neuronalen Netz abgespeichert werden.

* Lernen bei festem Arbeitspunkt: Beim Betrieb des Reglers in einem festen Arbeitspunkt
soll der Adaptionsalgorithmus den Regler allein anhand der Stércharakteristik des

Prozesses optimieren kénnen.

Auf der Grundlage dieser Anforderungen wurde ein adaptiver neuronaler PID-Regler
entwickelt, in der Simulation erprobt und mit einem fest eingestellten, herkdmmlichen PID-

Regler verglichen.

2 Adaptiver neuronaler PID-Algorithmus

Der entwickelte adaptive PID-Regler basiert auf der Kombination eines Multilayer-
Perceptron-Netzes (MLP) mit einem klassischen PID-Regelalgorithmus. Kennzeichnend fur
den Ansatz ist, dal3 die Struktur des PID-Reglers erhalten bleibt, das neuronale Netz in

Abhangigkeit von den ProzeRgréRen, wie z.B. Fihrungsgrofe w, RegelgréRe y und



externen produktionsbedingten ProzelR3parametern p, die erforderlichen Regelparameter k, ,
ki und ky bereitstellt [6]:

Adaptionsnetz
. Neuronales
Eingabevektor p Netz
Prozel3parameter
——
ProzeB3grdf3en
| k| Ki| ka
Y
e u
> 177 »(s) >
PID-Regelalgorithmus Y
»(e

> 1271477

Abbildung 2.1: Neuronaler PID-Regler

Die Funktionsweise dieses adaptiven Ansatzes kann folgendermaf3en beschrieben werden:

Basierend auf der Regelabweichung e(k) berechnet der PID-Regelalgorithmus mit den
aktuellen Regelparametern k,(k), k{k) und k4 k) zum Zeitpunkt k die Stellgro3e u(k).

Die Regelabweichung e(k) wird als Lernsignal zur Adaption der Regelparameter k,, k;
und ky verwendet. Das Netz wird durch einen geeigneten Lernalgorithmus so trainiert,
daR beim Anlegen des Eingabevektors p(k) am Eingang des Netzes die auf der

zugrundeliegenden Gitefunktion optimalen Regelparameter ausgegeben werden.

Der Lernalgorithmus trainiert das neuronale Netz tber so viele Abtastzyklen hinweg, bis
die Gutefunktion eine vorgegebene Schranke ¢ unterschreitet. Wird diese Schranke im
Verlauf der Prozel3dauer wieder Uberschritten, so setzt der Adaptionsmechanismus

wieder ein, um den Regler fir das geédnderte ProzelRverhalten zu optimieren.

Die Vorteile dieses Ansatzes gegentber herkémmlichen neuronalen Reglern sind:

Die Interpretierbarkeit des Regelverhaltens, da die Regelparameter k, k und kg

,ablesbar” sind, es entsteht also kein ,Black-Box-Verhalten“.

Das neuronale Netz kann die optimierten Regelparametereinstellungen der
entsprechenden ProzelRRzustande (Arbeitspunkte) abspeichern und somit bei sich
wiederholenden Arbeitspunkten des Prozesses die optimalen Einstellungen des Reglers

ohne erneutes Adaptieren bereitstellen.



3 Kalman-Filter Lernverfahren flr Multi-Layer-Perceptron-Netze

Die am haufigsten in der Regelungstechnik eingesetzten Netze sind vorwarts gerichtete,
mehrschichtige Netzwerke, wie z.B. das hier verwendete Multi-Layer-Perceptron Netzwerk
(MLP) [7]. Das in Abbildung 2.2 dargestellte Netzwerk beinhaltet logarithmisch-sigmoide
Neuronen in der Eingabeschicht bzw. lineare Neuronen in der Ausgabeschicht. Der Eingabe-
vektor p(k) wird aus den Proze3gréRen des Systems gebildet, wobei hier zur Vereinfachung
lediglich die FuhrungsgréRe w(k) und die AusgangsgroRe y(k) mit jeweils einem
vergangenem Wert w(k-1) und y(k-1) bertcksichtigt werden. Durch Vorwartspropagierung
des Eingabevektors p(k) durch das Netz erhélt man in Verbindung mit den Gewichten w; und
Bias-Werten b; des Netzes den Ausgabevektor g(z’(k), der aus den drei Regelparameter k,, k;
und k; besteht.
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Abbildung 2.2: Neuronales Netz mit 2 Schichten

Die Aufgabe des Lernalgorithmus ist es, anhand des auf der Regelabweichung e(k)
basierenden Gltekriteriums die optimalen Reglereinstellungen zu finden und diese im Netz
abzuspeichern. Bei der Auswahl eines geeigneten Verfahrens standen folgende Punkte im

Vordergrund:

e Bei stochastisch gestorten Prozessen, die sich Uber einen weiten Zeithorizont in einem
stationaren Arbeitspunkt befinden, mufd das Lernverfahren in der Lage sein, die Regel-

parameter ausschlieR3lich anhand der Storcharakteristik einzustellen.

e Um ein optimales Storverhalten des Regelkreises zu erhalten, sollen die Regelparameter
so eingestellt werden, daf die Varianz der Regelabweichung minimiert wird. Als Giite-

kriterium wird deshalb die minimale Varianz der Regelabweichung verwendet.



In der Theorie der neuronalen Netze finden sich verschiedenste Lernverfahren fir vorwarts-
gerichtete Multilayer-Perceptron-Netze (MLP), so z.B. das weit verbreitete Backpropagation-
oder das Levenberg-Marquardt-Verfahren [8,9]. Beide Lernalgorithmen basieren auf
guadratischen Gutekriterien und sind deshalb nicht in der Lage, den Regler bei einer reinen
Stérregelung ohne Arbeitspunktanderungen in der gewiinschten Weise zu optimieren. Daher
kommt hier das relativ unbekannte Kalman-Filter Lernverfahren zum Einsatz, welchem die

minimale Varianz der Regelabweichung als Gitefunktion zugrunde liegt [10].

Das vorgestellte Lernverfahren basiert auf den Gleichungen des erweiterten Kalman-Filters
(EKF). Zur Darstellung des Lernalgorithmus wird deshalb kurz auf die Grundlagen des
Filters eingegangen, weitergehende Erlauterungen zur Theorie des Kalman-Filters finden
sichin [11,12].
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Abbildung 2.3: Markov-Signalprozel3

Das Filter geht von einer Darstellung des Prozesses im Zustandsraum aus, wobei ein
Vektorprozel? erster Ordnung, der sogenannte Markov-Signalprozel3, zugrunde liegt
(Abbildung 2.3). Das System wird durch den Zustandsgrof3envektor x(k), die nichtlineare
Systemfunktion f{ix(k)), die nichtlineare Ausgangsfunktion h(x(k)) sowie das mittelwertfreie,
vektorielle Eingangsrauschen v(k) beschrieben. Zudem ist die Messung der Ausgangsgréi3e
y(K) mit einem mittelwertfreien, MelRrauschen n(k) Uberlagert. Somit ergeben sich folgende

Signalgleichungen zur Beschreibung dieses Prozesses:
x(k +1)=f(x(k)+v(k) 3.1)
y(k)=h(xk))+nlk) (3.2)

Ubertragt man die Systemgleichungen des Signalprozesses nun auf das Netz aus Abbildung

2.1, so ergibt sich folgendes:

» Die unbekannten Gewichte w; und Bias-Werte b; werden als Zustandsvektor x(f) des

Systems definiert:
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» Die Systemfunktion f{x(k)) des Filters ist die Identitatsfunktion, das Eingangsrauschen
V(K) entfallt:

ke +1)= Flx(k)+ vlk) = x(k) (3.4)

« Die nichtlineare, zeitvariante Ausgangsfunktion h(x(k)) beschreibt die Gewichtsstruktur

des Netzes in Verbindung mit dem Eingabevektor p(k):
a(k)= hix(k) plk)) (3.5)

» Der Ausgabevektor y(K) des Systems entspricht dem Zielausgabevektor t des Netzes,

das Mefrauschen n(k) kann als Modellfehler eyer(k) interpretiert werden.

ylk)=1(k) (3.6)
t(k)= h(x(k))+ n(k) (3.7)
I(k):Q(Z)(k)"'QNET (k) (3.8)

Werden die abgeleiteten Signalgleichungen des neuronalen Netzes auf die Gleichungen des

erweiterten Kalman-Filters tGibertragen, so ergeben sich folgende rekursive Beziehungen:

» Der neu geschatzte ZustandsgroRenvektor (d.h. die Gewichte) ergibt sich rekursiv aus

der Korrekturmatrix K sowie dem Ausgabefehlervektor ene1(K):
X(k+1):X(k)+K(k+1)[ﬁgNET (k)] (3.9)

» Der Ausgabefehlervektor eyer(k) des Netzes wird durch Anwendung der Kettenregel im
Bezug auf die Regelabweichung e(k) angegeben. Der Parameter p kann als Lernrate

des Verfahrens aufgefafl3t werden:

O e(k)-e(k -1) O
ever (k)= B ek) BEU re(k) (3.10)
Be(k)-2re(k -1)+e(k -2)E

« Die Korrekturmatrix K (Kalman-Verstarkungsmatrix) wird so berechnet, da3 die Varianz
des Schatzfehlers minimal wird. Dazu bestimmt man die Kovarianzmatrix N des
MeRrauschens und die Ableitung der vektoriellen Ausgangsfunktion A nach dem

ZustandsgroRenvektor x:
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Hk +1)= ERIEG »E (3.12)

Kk +1)= PR)Hk + 1) Ak + ) PE)HE +1) +NE+1) |7 (3.13)

» Die Kovarianzmatrix P des Schatzfehlers berechnet sich rekursiv aus folgender

Gleichung:
Pk +1)= P(k)- Kk + 1) TH(k + 1) P(k) (3.14)

Mit Hilfe der hergeleiteten Gleichungen wurde der neuronale PID-Regler implementiert und
in der Simulation erprobt. Weitergehende Ausfihrungen zur Theorie des Regelalgorithmus
sind in [13] dargestellt.

4 Anwendung des neuro-adaptiven Reglers auf einen
verfahrenstechnischen Prozel3

Zur Simulation der Funktion des entwickelten Konzeptes wurde der Algorithmus auf einen
verfahrenstechnischen ProzefR in der Glasindustrie angewendet. Eine Beschreibung des
Verfahrens wird in [14] vermittelt. Bei dem betrachteten ProzelR handelt es sich um einen
stark gestortes, nichtlineares System mit a priori unbekanntem Streckenverhalten. Abbildung
4.1 zeigt den simulierten Regelkreis mit der AusgangsgroRe y der FlhrungsgréRe w , der

StellgroRe u sowie dem produktionsbedingten Prozel3parameter p.
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Abbildung 4.1: Simulierter Regelkreis

Das Streckenverhalten kann als ein Verzdgerungsglied erster Ordnung angenommen
werden, wobei fir die Streckenparameter Ksyecke UNd Tsyecke fOlgender arbeitspunktab-

hangiger nichtlinearer Zusammenhang gilt:



— k recke (W)
GStrecke (S) - m (4 l)

ksrrecke (W) = _(05 + IOg(W)), w= 1K 151 (42)
Toese(P)= (2sec+24seclp) p=1K 1.5 (4.3)

Mit Hilfe dieses Models der Strecke wird in der Simulation die Funktion des Regel-
algorithmus Uberprift. Um die Adaptionsfahigkeit des Algorithmus darzustellen, werden die
zu Beginn der Simulation verwendeten Regelparametereinstellungen zuféllig gewahlt, d.h.
dem Regler ist das Streckenverhalten unbekannt. Abbildung 4.2 zeigt den Simulationsverlauf
der FidhrungsgréRe w, des externen ProzeRBparameters p sowie die adaptierten
Regelparameter k, k; und k, Durch die Anderung der FuhrungsgroRe w und des
Prozel3parameter p wurde das Streckenverhalten G(s) verédndert. Betrachtet man den
Verlauf der Regelparameter, so zeigt sich, dal3 der Adaptionsmechanismus des Reglers die

Regelparameter andert, um ein optimales Regelverhalten zu erzielen.
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Abbildung 4:2: Verlauf der ProzeRgroRen sowie der Regelparameter

Der so trainierte Regler ist nun in der Lage fir die jeweiligen Arbeitspunkte des Prozesses

die optimalen Regelparameter zu verwenden. Die Abbildung 4.3 veranschaulicht das



Ergebnis nochmals anhand der sich einstellenden Kennfelder der Regelparameter in
Abhangigkeit der Arbeitspunkte.

Abbildung 4.3: Kennfelder der Regelparameter kp, ki und kd

Zur Beurteilung des Stoér- bzw. Fuhrungsverhaltens des neuronalen PID-Reglers wird dieser
mit einem fest eingestellten PID-Regler verglichen. Abbildung 4.4 zeigt zur
Veranschaulichung des Storverhaltens die Varianz der RegelgrofBe y. Zu Beginn der
Simulation verwenden beide Regler dieselben Regelparameter und erreichen somit auch
dieselbe Regelgite. Nach 1000 Abtastschritten wurden die FlhrungsgroRe w, der Prozel3-
parameter p und somit das Streckenverhalten G(s) verandert. Durch die Adaptions-
komponente pal3t sich der neuronale PID-Regler an das sich &ndernde Streckenverhalten
an, was im Vergleich zu dem fest eingestellten PID-Regler in einem besseren Stdrverhalten
des Regelkreises resultiert. Angemerkt sei hier, da sich die Varianz var(y) wahrend der
Anderung der Arbeitspunkte bei beiden Reglern stark erhéht. Die Ursache dafir liegt in der
Anderung der FiihrungsgroRe w, sowie in dem relativ langen Zeithorizont zur Ermittlung der
Varianz (150 Abtastschritte)

Das unterschiedliche Fuhrungsverhalten des neuronalen PID-Reglers bzw. des fest
eingestellten PID-Reglers ist in Abbildung 4.5 dargestellt. Auch hier wurde zu Beginn der
Simulation von der selben Einstellung der Regelparameter beider Regler ausgegangen. Die
Anderung der FuhrungsgroRe w bewirkt eine Anderung des Streckenverhaltens G(s), der
neuronale PID-Regler adaptiert die Regelparameter, und erzielt somit ein optimales
Fuhrungsverhalten. Im Gegensatz dazu fuhrt die feste Regelparametereinstellung des

herkbmmlichen PID-Reglers zu einem instabilen Regelverhalten.
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Abbildung 4.4: Storverhalten des Regelkreises
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Abbildung 4.5: Filhrungsverhalten des Regelkreises
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Zusammenfassung

Das vorgestellte neuro-adaptive Regelungskonzept basiert auf der Kombination eines

neuronalen Netzes mit einem klassischen PID-Regelalgorithmus. Kennzeichnend ist, dald

die Struktur des PID-Reglers erhalten bleibt und das neuronale Netz in Abhé&ngigkeit von

den Prozel3groRen die optimalen Reglereinstellungen generiert. Als Lernalgorithmus des

Netzes wurde das in diesem Zusammenhang bisher kaum beachtete Kalman-Filter

Lernverfahren implementiert.

Die bei der Simulation des Reglerkonzeptes in Verbindung mit einem stark gestérten nicht-

linearen Prozel3 gewonnenen Ergebnisse lassen erkennen, daf? der entwickelte Ansatz

bei rein stochastischer Anregung des Prozesses in der Lage ist, die Regelparameter zu

adaptieren und diese in dem neuronalen Netz abzuspeichern,

arbeitspunktabhéangige Nichtlinearitdten erfassen kann, und die jeweiligen optimalen

Reglereinstellungen dazu bereitstellt,
sich an ein veranderliches ProzeRverhalten on-line anpassen kann,

das Stor- bzw. Fuhrungsverhalten des Prozesses optimiert, und im Vergleich zu einem

fest eingestellten herkdmmlichen PID-Regler eine wesentlich bessere Regelgtite erzielt
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