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Kurzfassung

Industrielle Produktionsprozesse sind haufig hinsichtlich mehrerer unterschiedlicher
Gutekriterien zu optimieren (z.B. Kosten, Qualitat, Energie- und Rohstoffverbrauch). Eine
multikriterielle Optimierung der Prozessfihrung ausschliellich auf der Grundlage von
physikalisch motivierten analytischen Modellen ist in den meisten Fallen sehr zeitaufwandig
und damit kostenintensiv. Da in der Regel umfangreiche historische Prozessdaten vorliegen,
bietet es sich an, die Optimierung alternativ dazu auf der Grundlage geeigneter Data-Mining-
Methoden durchzufihren. Sie sind in der Lage, aus grof3en Datenmengen charakteristische
Prozessfuhrungsmuster zu identifizieren und hinsichtlich ihres Beitrages zur
Prozessoptimierung zu klassifizieren. Im vorliegenden Beitrag wird hierzu ein neuartiges
Konzept vorgestellt, welches im Rahmen des Fraunhofer-Verbundprojektes PRODAMI
entwickelt wurde. Es basiert auf der Methode der Support Vector Machines (SVM). Es
werden aus einem Merkmalspool automatisiert relevante Merkmale der Prozessgréf3en
bezlglich einer frei wahlbaren Gltefunktion selektiert. AuRerdem wird ein Modell generiert,
mittels dem optimale Werte der relevanten Merkmale berechnet werden kdnnen. Die
Leistungsfahigkeit des Data-Mining-Konzeptes wird anhand eines realen industriellen

Batchprozesses demonstriert.

Abstract

In general industrial processes have to be optimized due to several performance criteria
(e. g. costs, quality, energy and raw material consumption). As the development of physical
models for many processes is difficult and time consuming an alternative approach consists
in using the process data, which is usually available for numerous productions, for process
optimization.

To reveal the information from process data, a relatively new attempt is the use of data
mining methods for pattern analysis in production processes. As process data is generally
available as time series, a crucial question is how to generate and find significant features

from the measured data. Traditional ways of finding these features need plenty of knowledge



about the underlying process. In this paper we propose a new automated feature extraction
and ranking methodology based on Support Vector Machines for Regression (SVR).
Furthermore a model of the quality parameter in terms of the relevant features is derived
within the algorithm and the model can finally be used to find an optimal control pattern. The

proposed concept is applied to a real world industrial batch process.

1 Einleitung

Die wachsende Komplexitat automatisierter Produktionsanlagen und immer schnellere
Produktzyklen haben zur Folge, dass die physikalisch-technische Interpretation, die Analyse
und Bewertung von Fehlentwicklungen (z. B. Qualitdtsmangel, mangelhafte Energie- oder
Materialausbeute) sowie die Optimierung von Prozessen immer schwieriger und zu ungezielt
vollzogen werden. Zwar stehen durch den zunehmenden Automatisierungsgrad der Anlagen
immer grollere Mengen an Sensor- und Anlagendaten zur Verfliigung, fir deren
produktionsspezifische Aufbereitung und Interpretation gibt es jedoch kaum echtzeitfahige

Werkzeuge und Modelle.
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Bild. 1: Systemarchitektur der PRODAMI-Suite [1]

Ziel eines laufenden internen Verbundvorhabens PRODAMI [7] der Fraunhofer-Gesellschaft
besteht daher in der Entwicklung eines modularen Systems von Data-Mining-Werkzeugen
(PRODAMI-Suite) zur Generierung von entscheidungskonzeptfahigem Wissen fur
zeitkritische Uberwachungs-, Planungs- und Regelungsaufgaben in verschiedenen
Bereichen der Stlckgutfertigung und Prozessindustrie. Die PRODAMI-Suite (Bild 1), die sich
an der generischen Workflow-Architektur von Fayyad orientiert, passt sich an heterogene

Daten- und Kommunikationsstrukturen des Produktionsumfeldes flexibel an.



Ein wesentliches Problem fur den erfolgreichen Einsatz von Data-Mining-Verfahren [12] stellt
die Auswahl relevanter Merkmale aus der Vielzahl der zur Verfugung stehenden
Prozessdaten dar. Der Erfolg einer Data-Mining-Analyse hangt wesentlich von der Qualitat
der zur Verfigung stehenden Merkmale ab, sodass das automatisierte oder zumindest
halbautomatisch unterstitzte Herausfinden signifikanter Merkmale von besonderer
Bedeutung ist.

Zur automatischen Merkmalsgenerierung aus Zeitreihen gibt es prinzipiell unterschiedliche
Vorgehensweisen [9]. Zum einen bietet es sich an, physikalisch plausible KenngréRen der
Zeitreihen heranzuziehen (z. B. Maxima, Minima, Mittelwert, Steigungswerte). Zum anderen
kénnen rein mathematisch motivierte Merkmale verwendet werden (z. B. Parameter von
Regressionsmodellen). Da nicht alle dieser zunachst relativ willkurlich erzeugten Merkmale
eine aussagekraftige Bedeutung fir den zu optimierenden Prozess haben, werden mittels
einer Merkmalsreduktion irrelevante und redundante Merkmale entfernt. Neben einer
Verbesserung des Lernprozesses fiihrt dies zudem zu einem besseren Verstandnis des zu
optimierenden Prozesses.

In dem vorliegenden Beitrag werden zur automatisierten nichtlinearen Merkmalsauswabhl
Support Vector Machines for Regression herangezogen. Daher werden in Abschnitt 2 einige
Grundlagen zu dieser Methode eingeflihrt. Das neue Konzept zur Identifikation optimaler
Prozessfuhrungsmuster wird in Abschnitt 3 vorgestellt und letztendlich wird das
vorgeschlagene Konzept zur automatischen Merkmalsreduktion zur Optimierung der
Anfahrphase eines industriellen verfahrenstechnischen Glasziehprozesses angewandt und
untersucht (siehe Abschnitt 4).

2 Support Vector Machines for Regression (SVR)

Im Folgenden werden einige Grundlagen zur Theorie von Support Vector Machines for
Regression (SVR) eingefihrt [3], [11]. Ein Vorteil dieser Methode ist der Einsatz von
sogenannten  Kernelfunktionen. Mittels dieser Funktionen werden nichtlineare
Transformationen  durchgefiihrt. Damit wird erreicht, dass zuvor nichtlineare
Zusammenhange linear dargestellt und somit auch mit linearen Methoden erkannt werden
koénnen.

Ziel der SVR ist das Auffinden der folgenden Regressionsfunktion £(x):
f(X)=(@,%)+b (1)
mit @€ X,be R und <,> definiert als Skalarprodukt und X =R". Der Vektor M

beschreibt die Anzahl der extrahierten Merkmale.



Die Funktion f(X) sollte hochstens den Abstand & vom tatsachlichen Wert ¢ haben und so

flach wie moglich sein. Flachheit in diesem Falle bedeutet, dass die euklidische Norm flir den

12 . . i . .
Parameter Ha)H minimiert wird. Da kleine Werte von & zu unlésbaren Bedingungen fiihren

kénnen, werden zusatzlich Schlupfvariablen&, & eingefiihrt In unserem Falle sind diese

folgendermalen definiert:

o if |2, é‘ <s
6,6 = . (2)
‘q - f(x)‘ sonst

Als Gewichtsfaktor der Schlupfvariablen wird der Faktor C verwendet

Dies flihrt zu folgendem Optimierungsproblem, welches mittels Lagrange Theorie gelost

werden kann:

. l 2 < 2 £2
anlga‘f 2H0)H +C; (&7 +&) (3)

beziglich  J(X;)—q, <&+,
q,—f(x,)<e+¢
£.6,20
Die Lésungen ergeben sich folgendermaRen, wobei (;,&,) die Lagrange-Multiplikatoren

sind und N die Anzahl der Produktionen beschreibt.

N
=)o -4 )%, 4)
=1

. q; — c?),)?[>—.9 for ¢, >0, i=1,.., N
- q, —(@,%;)+¢& for d; <0

Die Kombination von (4) und (5) fiihrt schlieBlich zu folgender Losung fur f(X):
N
f(x):Z(ai_aiXxi’x>+b (6)
i=1

Die Funktion f(X) hangt somit nur vom Skalarprodukt <)?,)?,.>der Messwerte X ab. Dies

bedeutet somit, dass Kernelfunktionen zur Projektion in einen héherdimensionalen Raum
eingesetzt werden konnen, da eine Berechnung sonst zu rechenintensiv ware. In dem hier
vorliegenden Fall werden nur Gauss-Kernel betrachtet (da diese in der Praxis gute

Ergebnisse erzielen), welche folgendermallen definiert sind:



m i
k(%,X)=e 2 ()

Dies fuhrt zu der folgenden Gleichung zur Berechnung einer Regressionsfunktion:

N
S =D (a; =&, k(%,%,) +b (8)
i=1

3 Konzept zur Identifikation optimaler Prozessfiihrungsmuster

Die automatische Erfassung einer relevanten Anzahl von Merkmalen und die letztendliche
Berechnung eines SVR Modells erfolgen durch den in Bild 2 dargestellten Entwurfsprozess.
Zuerst werden die Rohdaten des Prozesses vorverarbeitet. Daraufhin werden in einem
nachsten Schritt Merkmale halbautomatisch ausgewahlt, bezlglich der definierten
Qualitatsfunktion gewichtet und schlussendlich mit den relevanten Merkmalen ein SVR-

Modell erzeugt. Diese Schritte werden im Folgenden naher erlautert.

e Vorverarbeitung __________Merkmalsauswahl____
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Bild. 2: Automatisierter Entwurfsprozess von Rohdaten zur Erzeugung eines SVR Models

3.1 Vorverarbeitung

Die Vorverarbeitung ist ein entscheidender Schritt fir die spatere Merkmalsauswahl und
Modellbildung, da die Datenqualitat fir die Anwendung von Data-Mining-Methoden essentiell
ist. Dieser Schritt dient dazu, das Signal zu Rausch Verhaltnis der Daten zu verbessern und
die Datenmenge zu reduzieren [8].

Die Signalvorverarbeitung lasst sich in zwei Schritte unterteilen. Zuerst werden die Daten
resampled und tiefpassgefiltert und Ausreiller werden aus den Daten entfernt.

Da in den Prozessdaten Informationen versteckt sein konnen, welche anhand der originalen
Daten nicht erkannt werden kdnnen (beispielsweise schnelle Schwankungen oder grol3e
Steigungen) werden weitere Zeitreihen erzeugt. Dies beinhaltet das Berechnen von
Ableitungen sowie das Berechnen von Kombinationen verschiedener Prozessdaten (z. B.

Subtraktion oder Summation von zwei Zeitreihen)

3.2 Merkmalsauswahl
Der Bereich der Merkmalsselektion lasst sich ebenfalls in zwei Teilbereiche unterteilen.

Zuerst erfolgt die eigentliche Merkmalsextraktion. Hierbei werden Merkmale aus den



einzelnen vorverarbeiteten Zeitreihen extrahiert. Hierbei kann es sich um physikalisch
plausible oder mathematisch erzeugte Merkmale handeln [4]. Des Weiteren kénnen diese
Merkmale eine komplette Zeitreihe charakterisieren, aber auch nur ein Segment einer
Zeitreihe. Ein Splitten der Zeitreihen kann anhand von A priori Wissen eingebracht werden,
oder durch vordefinierte Zeitfenster.

Daraufhin erfolgt das eigentliche Merkmalsranking. Da dies ein wesentlicher Schritt zum
Finden von gunstigen Prozessmustern ist, ist dieser Schritt detaillierter in Abbildung 3
dargestellt. Auf die dort dargestellten Punkte wird in groRerem Detail im Folgenden

eingegangen.
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Bild. 3: Berechnung eines SVR Modells anhand zuvor extrahierter Merkmale

3.21 SVR Modellbildung mit allen Merkmalen und Optimierung der Hyperparameter

Die in Abschnitt 2 dargestellten Hyperparameter C und o haben einen entscheidenden
Einfluss auf das spatere Merkmalsranking. Daher werden diese unter Einfluss aller
extrahierten Merkmale mittels eines Grid-search-Algorithmus optimiert. Das heifit, es werden
fur verschiedene Werte von C und von o SVR Modelle berechnet und diese mittels einer
10-fach gefalteten Crossvalidierung Uberprift. Dies bedeutet, zum Trainieren des Modells
werden 9/10 der Daten verwendet und 1/10 der Daten wird flrs Testen eingesetzt. Dies
geschieht je Modell zehnmal, sodass jeder Datensatz genau einmal zum Testen eingesetzt

wurde. Der Mittelwert der Testergebnisse ergibt letztendlich die Qualitat des Modells.

3.2.2 Merkmalsranking und Elimination redundanter Merkmale

Viele zuvor extrahierte Merkmale sind redundant zueinander oder irrelevant beziiglich der
zuvor definierten Qualitatsfunktion. Daher wird ein Merkmalsranking durchgefihrt, welches
speziell diese Merkmale filtert und nur eine kleine Anzahl tatsachlich relevanter Merkmale
ausgibt.

Wie zuvor beschrieben, bedeutet die Berechnung einer SVR die Berechnung von Lagrange

Multiplikatoren (a,&), um eine Regressionsfunktion zu beschreiben. Hier gilt, dass

Multiplikatoren mit einem groRen Wert auch einen groRen Einfluss auf die berechnete



Regressionsfunktion haben. Daher kénnen diese Multiplikatoren zum Ranking der einzelnen
Merkmale eingesetzt werden.
Das erfolgt durch die Definition der folgenden Gewichtsfunktion [10], welche die Summe der

einzelnen Lagrange Multiplikatoren von 1 bis N ist:

N
Ga &)=Y (a; +a,) 9)
i=1
Mittels eines Backward-selection-Algorithmus werden diese Merkmale schlieRlich gerankt.
Dazu wird zuerst die Funktion G(«,&) unter Beriicksichtigung aller Merkmale berechnet.

Daraufhin wird jeweils ein Merkmal entfernt und die Gewichtsfunktion erneut berechnet. Das

Merkmal, welches dazu fuhrt, dass die Funktion G(a,&) maximal wird, wird entfernt, da dies

bezlglich des SVR Models das unwichtigste Merkmal ist.

Hierbei verbleibt allerdings die Frage, welche Anzahl an Merkmalen tatsachlich notwendig ist
um den Prozess zu beschreiben. Hierzu wird eine weitere Verlustfunktion, in diesem Fall der
sogenannte Final Prediction Error (FPE), definiert. Dieser ergibt sich nach folgender
Gleichung [5]:

_ 20 P
FPE(p)=67(1+-) (10)

P beschreibt hierbei die Anzahl der betrachteten Merkmale und &* die Varianz welche

sich aus der geschatzten und der tatsachlichen Qualitatsfunktion ergibt. Die geschatzte
Varianz wird mit der zunehmenden Anzahl an Merkmalen abnehmen, allerdings wirkt die

Anzahl an verwendeten Merkmalen p als Bestrafungsfaktor, was dazu fihrt, dass das

Minimum des FPE die letztendliche Anzahl an verwendeten Merkmalen ergibt.

3.2.3 Optimierung der SVR Hyperparameter fiir die relevanten Merkmale

Da die Hyperparameter unter Verwendung aller Merkmale optimiert wurden, ist die nach
einem Schritt berechnete Anzahl an Merkmalen in der Regel noch zu grof3 und beinhaltet
noch immer irrelevante oder redundante Merkmale.

Daher werden Parameter C und o mittels eines weiteren Grid-Search Algorithmus und nur
unter Berlcksichtigung der zuvor ausgewahlten Merkmale optimiert.

Diese Vorgehensweise wird solange wiederholt, bis das Verfahren gegen eine bestimmte
Anzahl an Merkmalen konvergiert. Die letztendliche Anzahl Merkmale sowie das SVR-Modell
werden schlieBlich zur Analyse und Optimierung des unterliegenden Prozesses verwendet.
Das Verfahren wird im Folgenden anhand eines realen rheologischen Glasziehprozesses

dargestellt.



4 Anwendung des Konzeptes zur Optimierung eines komplexen Batchprozesses
Das Konzept wird zur Optimierung der Anfahrphase eines komplexen rheologischen
Batchprozesses [1] angewandt. Bei dem Prozess wird ein Glaszylinder mit der Heizleistung

P, auf die Temperatur 9

) en .. aufgeheizt (Bild 4). Der Glaszylinder wird langsam durch den
Ofen gefahren, wobei er mit der Geschwindigkeit v aus dem Ofen herausgezogen wird. Ziel
der Prozessfilhrung in der Anfahrphase des Batchprozesses ist es, in moglichst kurzer Zeit
den nominalen Durchmesser Dy, des Glasrohres zu erreichen. Der Prozess zeigt ein stark
nichtlineares Verhalten aufgrund des dominierenden Einflusses von Strahlungsaustausch
sowie ein zeitvariantes Verhalten aufgrund der von Produktion zu Produktion schwankenden
Ofeneigenschaften. Als Guteindex wird der Ausschuss wahrend der Anfahrphase des
Batchprozesses herangezogen. Das Ziel besteht darin, die relevanten Merkmale aus den

Zeitverlaufen der vonv, 4 P sowie der Temperatur 9 des Glases unterhalb des

oven ? oven glass

Verformungsbereiches zu ermitteln.

Der betrachtete industrielle Batchprozess wird dazu eingesetzt Glasrohre aus dickwandigen
Rohzylindern zu ziehen. Der prinzipielle Aufbau ist hierzu in Bild 4 dargestellt.

Die Rohzylinder werden mit einer langsamen Geschwindigkeit oberhalb in den Ofen
beférdert und mit einer héheren Geschwindigkeit v unterhalb des Ofens wieder

herausgezogen. Hierzu wird der Ofen mit der Heizleistung P,

oven

auf die Temperatur 9

oven

aufgeheizt. Der letztendlich gewlinschte Durchmesser des Glasrohres wird durch die

Abzugsgeschwindigkeit v und die Temperatur 9 mittels einem hierarchischem

oven

Regelungskonzept geregelt [2]. Zusatzlich wird die Temperatur des Glases durch den

Parameter 9 kontrolliert.

glass

Bild. 4: Industrieller Batchprozess. Die verwendeten Prozessparameter zur

Merkmalserzeugung und Modellbildung sind P, , $ Gss UNA V.

ven » Yoven 1 Yglass



Der unterliegende Prozess zeigt eine stark nichtlineares Verhalten aufgrund der
Abstrahlungseffekte des Glases und zudem ein zeitvariantes Verhalten aufgrund von

Ablagerungseffekten im Ofen nach mehreren Produktionen.

4.1 Definition des Giiteindex

Als Guteindex wird das gezogene kumulierte Verlustvolumen des Glasrohres, welches nicht
verwendet werden kann, definiert. In Abbildung 5 ist hierzu exemplarisch der Verlauf einer
Produktion mit den untersuchten Prozessparametern iber dem Verlustvolumen aufgetragen.
Das kumulierte Verlustvolumen ergibt sich, bis der Glasdurchmesser ein zuvor definiertes

Toleranzband erreicht (in Bild 5 die vertikale Linie).
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Bild.5: Exemplarischer Verlauf einer Produktion. Die vertikale Linie zeigt die Eintrittstelle in

das Toleranzband

Das vorgeschlagene Konzept wird im Folgenden dazu verwendet, die relevanten Merkmale

aus den ProzessgrofenP, , ,%,..,, 3 v beziuglich des definierten Gulteindexes zu

ven ' Yoven * Y glass ?

bestimmen.

4.2 Untersuchter Produktionsdatensatz

Insgesamt werden zur Analyse 600 Produktionen verwendet. Wie zuvor beschrieben,
werden die gemessenen Prozessdaten tiefpassgefiltert, Ausreiler werden entfernt und
zudem wird Zeitreihe in zwei Segmente unterteilt. Der Unterteilungspunkt an der Stelle

definiert, an der der Durchmesser des Glasrohres in das Toleranzband eintritt (siehe Bild 5).



Von diesen Zeitreihen wird nun automatisch ein Merkmalssatz erzeugt. Hierzu werden die
Zeitreihen zweimal abgeleitet sowie von jeder Zeitreihe das Minimum, Maximum, die
Fluktuation (Maximum — Minimum) sowie die linearen Regressionskoeffizienten berechnet
(Gradient und Verschiebung).

Insgesamt werden hierdurch je Produktion insgesamt 216 Merkmale erzeugt. Daraufhin wird
der Datensatz in einen Trainingssatz mit 400 Produktionen und einen Testdatensatz von 200

Produktionen unterteilt.

4.3 Ergebnis des angewendeten Verfahrens
Das Resultat der berechneten Merkmale ist in Tabelle 1 dargestellt. Letztendlich wurden aus
den zuvor berechneten 216 Merkmalen 7 Merkmale ausgewahlt.

Die Schwankung der Abzugsgeschwindigkeit v, ist ein interessantes Resultat, da v, direkt

zur  Durchmesserregelung eingesetzt  wird. Eine starke Bewegung der
Abzugsgeschwindigkeit lasst schon den Schluss zu, dass sich das Glasrohr innerhalb des
Ofens nicht wie gewunscht verhalt. Ein Blick auf die weiteren Merkmale bestatigt dies.

Die weiteren Merkmale exklusive Merkmal sechs beinhalten die Glasrohrtemperatur.3

glass *

Zudem bestehen die Merkmale zwei bis flnf nur aus den Ableitungen von 3, . Das heilit,
nicht die tatsachliche
Glastemperatur, sondern nur die Tabelle 1
Schwankung  hat letztendlich Merkmale, des berechneten SVR Modells
Einfluss auf die spatere Qualitat Rang Name of feature
des Rohres. 1 Schwankung v,
Dies  wiederum flhrt zu  dem 2 Gradient 1. Ableitung 4,,,,, Segment 2
Schluss, die Glasrohrtemperatur

3 . _ .
méglichst konstant zu halten um Fluktuation 1. Ableitung 4,,,,, Segment 2
die Qualitat zu erhdhen, also den 4 Gradient 1. Ableitung 9,,,, Segment 2
Glasauschuss zu verringern. Dies 5 Offset 2. Ableitung 9, Segment 2

ist beispielsweise durch eine
I ISpietswel ! I 6 Minimum v Segment 1

_ _ o ) 7 Fluktuation 3,
Abbildung 6 ist der Guteindex uber

den ersten beiden gerankten

verbesserte Regelung maoglich. In
Segment 1

Merkmalen aufgetragen. Hierbei wird die Notwendigkeit eines nichtlinearen SVR-Modelles

deutlich und das komplexe Systemverhalten des Glasziehprozesses ist erkennbar. Das



Minimum der dargestellten Ebene bedeutet hierbei optimale Merkmalswerte zur Reduzierung

des Glasausschusses.

Wasted glass volume

20

Bild. 6: Qualitatsfunktion abhangig von den ersten beiden Merkmalen. Gute Prozessmuster

liegen in der Nahe des Minimums der Ebene

Des Weiteren ist in Abbildung 7 ein Vergleich zwischen den geschatzten Werten des SVR-
Modelles und den tatsdchlichen Prozessdaten dargestellt. Die Grafik zeigt ein lineares
Verhalten, was eine gute Ubereinstimmung zwischen Modell und tatsichlichem Prozess

widerspiegelt.
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Bild. 7: Vergleich zwischen dem gemessenen und dem vom SVR-Modell pradizierten

Guteindex

5 Fazit

Es wurde ein neuartiges Konzept zur Analyse und Optimierung von industriellen
Produktionsprozessen unter Verwendung von Data-Mining-Methoden dargestellt. Die Idee
des Verfahrens ist es, versteckte, flr die Prozessfiihrung relevante Informationen in einer
grolen Menge von Datensatzen (Zeitreihen von Produktionen) aufzudecken und nutzbar zu

machen. Das Konzept umfasst Algorithmen zur Merkmalsauswahl, zum Merkmalsranking



und zur Generierung eines Modelles, welches mit einer moglichst geringen Anzahl von

Merkmalen eine gute Pradiktion des Guteindex erlaubt.

Das Konzept wird zur Optimierung der Anfahrphase eines komplexen rheologischen

Batchprozesses [1] angewandt. Es wurde gezeigt, dass aus dem urspriinglichen

Merkmalspool (216 Merkmale) nur 7 Merkmale notwendig sind, um ein glnstiges

Prozessmuster zu definieren. Anhand des generierten Modelles konnten optimale Werte der

relevanten Merkmale berechnet werden. Aktuelle Arbeiten befassen sich mit der Modifikation

der Prozessfiihrung, so dass die optimalen Merkmale eingehalten werden.
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